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LAMPIRAN

Lampiran 1. Data variabel respon dan variabel prediktor

. Jumlah Jangka Current
Status | Age Jobtype Jenis Agunan Pinjaman V\_/a_ktu InterestRate Tanggungan
Pinjam
Bad 40 Employee Rumah Tinggal 141000000 9 0,1425 2
Good | 37 Employee Rumah Tinggal | 400000000 16 0,1425 3
Good | 32 Employee Rumah Tinggal 150000000 10 0,1325 2
Bad 37 Employee Rumah Tinggal | 300000000 15 0,1325 3
Bad 35 Employee Rumah Tinggal | 313000000 13 0,1325 5
Bad 41 Employee Rumah Tinggal | 354000000 14 0,1325 4
Good | 34 | Self Employee | Rumah Tinggal | 796000000 10 0,1325 3
Good | 28 Employee Rumah Tinggal 155000000 10 0,1325 2
Good | 25 Employee Rumah Tinggal | 199824000 15 0,1325 3
Bad 32 Employee Rumah Tinggal | 163000000 15 0,1325 4
Bad 41 Employee Rumah Tinggal 207000000 10 0,1325 3
Bad 34 Employee Rumah Tinggal | 301000000 20 0,1325 2
Good | 25 Employee Rumah Tinggal | 220000000 15 0,1325 1
Bad 32 Employee Apartement 331063000 10 0,1325 5
Good | 31 Employee Apartement 349600000 10 0,1325 0
Good | 28 Profesional Rumah Tinggal | 397395000 15 0,1325 3
Good | 25 Employee Rumah Tinggal | 467000000 15 0,1325 4
Good | 31 Profesional Rumah Tinggal | 692300000 15 0,1325 2
Bad 39 Employee Rumah Tinggal | 1491210000 15 0,1325 5
Good | 31 Employee Rumah Tinggal | 384000000 15 0,1325 3
Good | 36 Employee Rumah Tinggal | 189000000 15 0,1325 3
Bad 25 | Self Employee Apartement 259200000 10 0,1325 0
Good | 38 Employee Rumah Tinggal | 336000000 12 0,1325 3
Bad 40 Employee Rumah Tinggal | 411958000 15 0,1325 4
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Lampiran 2. Syntax menggunakan R studio

library(readxl)
topup_mandiri <- read_excel("D:/S-WORD/Data/toupmandiri.xIsx")

#Weight of Evidence

library(InformationValue)

#WOE variabel

age

WOE_age <- WOE(topup_mandiri$agegroup,as.numeric(topup_mandiri$Status))

Tabel WOE_age <- WOETable(topup_mandiri$agegroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_age

#WOE variabel jobtype

WOE_pekerjaan <- WOE (topup_mandiri$Jobtype,
as.numeric(topup_mandiri$Status))

Tabel WOE_pekerjaan <- WOETable(topup_mandiri$Jobtype,
as.numeric(topup_mandiri$Status))

Tabel WOE_pekerjaan

#WOE variabel jenis agunan
WOE_agunan <- WOE(topup_mandiri
$JenisAgunan,as.numeric(topup_mandiri$Status))
Tabel WOE_agunan <- WOETable(topup_mandiri$JenisAgunan,
as.numeric(topup_mandiri$Status))
Tabel WOE_agunan

#WOE variabel pinjaman
WOE_pinjaman<-WOE(topup_mandiri$pinjamangroup,
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as.numeric(topup_mandiri$Status))
Tabel WOE_pinjaman <- WOETable(topup_mandiri$pinjamangroup,
as.numeric(topup_mandiri$Status))

Tabel_WOE_pinjaman

#WOE variabel jangka waktu pinjaman

WOE_jwaktu <- WOE(topup_mandiri$jwaktugroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_jwaktu <- WOETable(topup_mandiri$jwaktugroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_jwaktu

#WOE variabel suku bunga

WOE_sukubunga <- WOE(topup_mandiri$sukubungagroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_sukubunga <- WOETable(topup_mandiri$sukubungagroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_sukubunga

#WOE variabel tanggungan

WOE_tanggungan <- WOE(topup_mandiri$tanggungangroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_tanggungan <- WOETable(topup_mandiri$tanggungangroup,
as.numeric(topup_mandiri$Status))

Tabel WOE_tanggungan

#10 -fold cross-validation

cv_model <- cv.glmnet(x_train, y_train, alpha =0.1)

cv_model

best_lambda <- cv_model$lambda.min

#display optimal lambda value

best_lambda
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#view plot of test MSE's vs. lambda values

plot(cv_model)

plot(cv_model$lambda)

#view coefficients of best model lassofit
lassofit <- glmnet(x_train, y_train, alpha = 1, lambda = best_lambda)
coef(lassofit)

#predicted values

y_predicted <- predict(lassofit, s = best_lambda, newx = x_test)

library(caret)

y_predicted = as.data.frame(y_predicted)
ytrain = as.data.frame(y_train)
y_predicted

y_predicted$prediksi = ifelse(y_predicted$sl > 0.5,1,0)
y_predicted$aktual = factor(ifelse(y_test == 1, "good", "bad"))
str(y_predicted)

tabl <- table(Predicted=y_predicted$prediksi, Actual=y_predicted$aktual)
tabl

akurasi <- ((tab1[1,1]+tab1[2,2])/sum(tab1)*100)

akurasi

#Score Scaling

tabel_WOE <- rbind(
cbind(input="WOE Age", Tabel WOE_age [,c(1,7)]),
cbind(input="WOE Pekerjaan", Tabel WOE_pekerjaan [,c(1,7)]),
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cbind(input="WOE Agunan", Tabel WOE_agunan [,c(1,7)]),
cbind(input="WOE Jumlah Pinjaman", Tabel WOE_pinjaman[,c(1,7)]),
cbind(input="WOE Jangka Waktu Pinjaman", Tabel WOE_jwaktu[,c(1,7)]),
cbind(input="WOE Suku Bunga", Tabel WOE_sukubungal,c(1,7)]),
cbind(input="WOE Tanggungan", Tabel WOE_tanggungan[,c(1,7)]))

factor_value <- 20/log(2)

factor_value

offset_value <- 600-(factor_value*log(20))

offset_value

offset_value <- 600-factor_value*log(50)

offset_value

beta <- coef(lassofit)
beta

betawoe<-rep(beta[2:8],times=as.vector (table(tabel _WOE[,1])))

tabel_WOE[,4] <- round(((betawoe*tabel_WOE[,3] + beta[1]/7)) * factor_value +

offset_value/7)

colnames(tabel WOE)[4] <- "score"
tabel WOE
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