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ABSTRAK 

Padi adalah tanaman penghasil beras yang menjadi sumber bahan pokok di 

Indonesia. Produksi padi di Indonesia sepanjang Januari hingga September 2020 

mengalami penurunan dibandingkan produksi di 2019. Identifikasi penyakit daun 

padi adalah salah satu solusi utama meningkatkan produktivitas. Salah satu metode 

yang dapat digunakan untuk melakukan identifikasi adalah dengan melakukan 

metode klasifikasi menggunakan salah satu kelas deep feedforward artificial neural 

network yang banyak diaplikasikan pada analisis citra yaitu Convolutional Neural 

Networks (CNN). Untuk beberapa kasus, jumlah data yang tersedia sedikit dan 

terbatas. Akibatnya model yang dihasilkan memiliki kinerja jauh di bawah 

ekspektasi. Oleh karena itu penelitian ini menggunakan metode multi-channel 

model berbasis dua arus CNN dan tiga arus CNN menggunakan transfer learning 

dengan mengkombinasikan ResNet50, InceptionV3, Xception, dan VGG16 sebagai 

base model. Hasilnya implementasi arsitektur multi-channel transfer learning CNN 

menghasilkan kinerja dengan akurasi training 100% dan akurasi testing 95.83%. 

Nilai precision, recall, dan f1-score pada model yang dihasilkan juga diatas 0.85 

hingga 1.0, dan untuk nilai AUC pada kurva ROC tiap-tiap kelas data citra penyakit 

padi yang digunakan mencapai 0.95 hingga 1.0. Secara umum seluruh kinerja yang 

dihasilkan oleh model dari arsitektur multichannel transfer learning CNN lebih 

baik dibandingkan model yang dihasilkan oleh arsitektur transfer learning 

sederhana. 

Kata Kunci: Multichannel CNN, Penyakit Daun Padi, Transfer Learning. 
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ABSTRACT 

Rice is a rice-producing plant which is a source of staple food in Indonesia. The 

production of rice in Indonesia during January to September 2020 decreased 

compared to the production in 2019. Identification of rice leaf disease is one of the 

main solutions to increase the productivity.  One method to identify is performing 

a classification method using one of the deep feedforward artificial neural network 

classes that are widely applied to image analysis, namely Convolutional Neural 

Networks (CNN).  In some cases, the amount of data available is small and limited.  

As a result, the resulting model has a performance which is far from expectations. 

Therefore, this study uses a multi-channel model based on two and three CNN 

streams using transfer learning by combining ResNet50, InceptionV3, Xception, 

and VGG16 as the base model.  The result is that the implementation of CNN's 

multi-channel transfer learning architecture produces performance with 100% 

training accuracy and 95.83% testing accuracy.  The precision, recall, and f1-score 

values in the resulting model are also above 0.85 to 1.0, and the AUC value on the 

ROC curve for each class of rice disease image data used reaches 0.95 to 1.0.  In 

general, the overall performance generated by the model from the CNN 

multichannel transfer learning architecture is better than the model generated by the 

simple transfer learning architecture. 

Keywords: Multichannel CNN, Rice Leaf Disease, Transfer Learning 
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BAB I 

PENDAHULUAN 

  Latar Belakang 

Padi adalah tanaman penghasil beras yang menjadi sumber bahan pokok di 

Indonesia. Beras saat ini masih belum tergantikan oleh bahan makanan pokok yang 

lain seperti jagung, kentang, ubi, dan sagu. Realisasi panen padi sepanjang Januari 

hingga September 2020 sebesar 9,01 juta hektar, atau mengalami penurunan sekitar 

275,35 ribu hektar (2,97 persen) dibandingkan 2019 yang sebesar 9,28 juta hektar. 

Produksi padi di Indonesia sepanjang Januari hingga September 2020 diperkirakan 

sekitar 45,45 juta ton Gabah Kering Giling (GKG), atau mengalami penurunan 

sekitar 1,49 juta ton (3,17 persen) dibandingkan produksi di 2019 yang sebesar 

46,94 juta ton GKG(BPS, 2020). 

Banyak hal yang menyebabkan produksi padi lambat dan kurang produktif. 

Salah satu penyebab utamanya adalah penyakit padi (Ramesh & Vydeki, 2020). 

Identifikasi penyakit daun padi adalah salah satu solusi utama meningkatkan 

produktivitas. Hal ini juga dapat membantu dalam pemilihan pestisida dan 

mencegah penyebaran lebih lanjut (Premi dkk., 2019). Biasanya deteksi penyakit 

daun padi dilakukan oleh para ahli hanya dengan mata telanjang yang dapat 

menghabiskan waktu yang lama dan rentan terhadap kesalahan pada saat 

melakukan identifikasi penyakit daun padi (Ramesh & Vydeki, 2020). 

Pada tahun 2019, Kementerian ATR/BPN menetapkan luas lahan baku sawah 

nasional 2019 berdasarkan Keputusan Menteri ATR/Kepala BPN No. 686/SK-

PG.03.03/XII/2019, tanggal 17 Desember 2019, tentang Penetapan Luas Lahan 

Baku Sawah Nasional Tahun 2019 yaitu sebesar 7.463.948 hektar (BPS, 2020). 

Karena luas lahan sawah di Indonesia yang mencapai 7.463.948 hektar, diharapkan 

penyakit daun padi dapat diidentifikasi secara cepat, akurat, dan tidak 

menghabiskan waktu yang lama. Metode yang dapat digunakan untuk melakukan 

identifikasi penyakit daun padi dengan cepat yaitu membuat sebuah model untuk 

melakukan pendeteksian penyakit daun padi dengan media citra menggunakan 

metode klasifikasi.  
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Salah satu metode yang dapat digunakan untuk melakukan klasifikasi adalah 

dengan menggunakan Artificial Neural Network (Suyanto, 2018). Artificial Neural 

Network (ANN) adalah sistem pemrosesan komputasi yang terinspirasi oleh cara 

sistem saraf biologis (seperti otak manusia) beroperasi (O’Shea & Nash, 2015). 

Kelas deep feedforward artificial neural network yang banyak diaplikasikan pada 

analisis citra adalah Convolutional Neural Networks atau biasa disingkat CNN 

(Suyanto, 2018). 

Untuk mengimplementasikan CNN terhadap metode klasifikasi, diperlukan 

data citra yang digunakan sebagai input. Untuk beberapa kasus, jumlah data yang 

tersedia sedikit dan terbatas. Akibatnya model yang dihasilkan memiliki kinerja 

jauh di bawah ekspektasi dan juga memberikan akurasi yang rendah sehingga 

model tersebut tidak dapat dikatakan model yang baik (Barman dkk., 2019). 

Transfer learning merupakan teknik deep learning dimana model dilatih untuk 

belajar dan menyimpan pengetahuan dari satu masalah dan menggunakan model 

yang sama untuk masalah lain yang sejenis. Selanjutnya model CNN yang sudah 

dilatih dari kumpulan data besar diimplementasikan pada klasifikasi citra yang lain 

(Rajayogi dkk., 2019). Untuk itu mengatasi masalah dataset yang terbatas dapat 

digunakan metode transfer learning.  

Saat menggunakan transfer learning, file model telah dilatih dengan sejumlah 

besar citra dari dataset computer vision (ImageNet), dan kemudian dioptimalkan 

(fine-tuned) menggunakan citra penyakit daun padi. Selanjutnya dilakukan 

pengembangan menggunakan multi-channel model berbasis dua arus CNN (double 

channel) dan tiga arus CNN (three channel) menggunakan transfer  learning yang 

ada (Miysra dkk., 2020). Oleh karena itu dengan menggunakan metode ini akan 

didapatkan model untuk klasifikasi penyakit daun padi dengan kinerja yang baik 

walaupun dengan dataset citra yang terbatas. 

Aplikasi metode Multi-Channel Transfer Learning Convolutional Neural 

Network untuk melakukan klasifikasi data citra penyakit daun padi masih belum 

banyak diteliti, Oleh karena itu masalah ini penting diteliti agar dapat memberikan 

pengetahuan mengenai bagaimana kinerja dari metode Multi-Channel Transfer 

Learning CNN yang diaplikasikan pada data citra penyakit daun padi. 

 



Universitas Hasanuddin 

3 

 

 Rumusan Masalah 

Berdasarkan uraian pada latar belakang, dapat dirumuskan masalah sebagai 

berikut: 

1. Bagaimanakah kinerja model Multi-Channel transfer learning CNN apabila 

diaplikasikan pada data citra penyakit daun padi dengan jumlah yang terbatas? 

2. Apakah kinerja arsitektur Multi-channel transfer learning CNN memberikan 

hasil klasifikasi data citra penyakit daun padi yang lebih baik, apabila 

dibandingkan dengan arsitektur Transfer learning CNN ? 

 

 Tujuan Penelitian 

Tujuan dari penelitian ini adalah: 

1. Menganalisis kinerja yang dihasilkan oleh arsitektur Multi-Channel Transfer 

learning Convolutional neural network untuk klasifikasi data citra penyakit 

daun padi dengan data citra yang terbatas. 

2. Membandingkan kinerja arsitektur Multi-channel transfer learning CNN dan 

Transfer learning CNN untuk klasifikasi data citra penyakit daun padi. 

 

 Batasan masalah 

Batasan masalah pada penelitian ini adalah: 

1. Menggunakan data citra daun padi. 

2. Arsitektur yang digunakan pada pretrained network untuk Metode Transfer 

learning CNN adalah ResNet50, InceptionV3, Xception, dan VGG16. 

3. Penyakit daun padi yang diteliti adalah Brown spot, Leaf smut, and Bacterial 

blight. 

4. Arsitektur Multi-Channel CNN menggunakan Double Channel CNN dan 

Three-Channel CNN. 

 

  Manfaat Penelitian 

Penelitian ini dapat menghasilkan model machine learning yang nantinya dapat 

digunakan pada alat pendeteksi penyakit daun padi. Selain itu, hasil dari penelitian 

ini juga dapat memberikan informasi tentang implementasi metode Multi-channel 

transfer learning CNN untuk klasifikasi data citra dengan data citra yang terbatas. 
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  Organisasi Skripsi 

Bab I Pendahuluan pertama-tama menjelaskan latar belakang permasalahan, 

solusi dan metode yang digunakan beserta hasil yang diharapkan. Berdasarkan latar 

belakang tersebut, disusun rumusan masalah, batasan masalah, tujuan penelitian 

dan manfaat penelitian. Pada akhir Bab ini dijelaskan organisasi skripsi untuk 

memudahkan pembaca mengikuti arah penelitian ini.  

Bab II Tinjauan Pustaka secara garis besarnya menjelaskan tentang konsep 

pengolahan citra digital, metode klasifikasi CNN beserta arsitektur yang digunakan 

dan pengembangan arsitektur CNN. Penjelasan konsep-konsep ukuran dalam 

mengevaluasi kinerja metode CNN yang berbasis pada tabel confusion matrix, 

akurasi, presisi, recall, loss, F1-Score, dan Kurva ROC. 

Bab III Metode Penelitian menjelaskan secara detail tentang bagaimana peneliti 

melakukan penelitian berdasarkan alur penelitian yang dibuat mulai dari 

preprocessing data, Split data, Training data menggunakan arsitektur Multi-

Channel Transfer learning CNN, Evaluasi kinerja model yang dihasilkan, Waktu 

dan Lokasi Penelitian, Dataset yang digunakan, serta Instrumen Penelitian. 

Bab IV Hasil dan Pembahasan, menjelaskan hasil-hasil penelitian dalam hal ini 

evaluasi kinerja beberapa arsitektur yang digunakan pada pretrained network dari 

arsitektur Multi-Channel Transfer learning CNN dibandingkan dengan Transfer 

learning CNN sederhana untuk klasifikasi citra penyakit daun padi. Pada akhir Bab 

diberikan pembahasan sebagai tesis dari hasil perbandingan, 

Bab V Kesimpulan dan Saran menjelaskan tentang kesimpulan yang 

menjawab tujuan dari penelitian dan saran untuk kelanjutan penelitian.  
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BAB II 

TINJAUAN PUSTAKA 

2.1. Convolutional Neural Network 

Convolutional Neural Network (CNN), juga disebut ConvNet, adalah jenis 

Artificial Neural Network (ANN) atau dalam bahasa indonesia disebut Jaringan 

Syaraf Tiruan (JST). ANN memiliki arsitektur umpan-maju yang dalam dan 

memiliki kemampuan generalisasi yang luar biasa dibandingkan dengan jaringan 

lain dengan lapisan fully connected, CNN dapat mempelajari fitur-fitur dari objek 

terutama data spasial dan dapat mengidentifikasi objek dengan lebih efisien. Model 

deep CNN umumnya terdiri dari dua tahap, yang pertama adalah feature extraction 

atau feature learning dan kedua adalah classification atau klasifikasi dengan fully 

connected layer. Model konseptual dasar CNN ditunjukkan pada Gambar 2.1 

(Ghosh dkk., 2019).  

Gambar 2. 1. Arsitektur Convolutional Neural Network 

Perbedaan antara CNN dan JST/ANN tradisional adalah CNN digunakan  

terutama  di bidang pengenalan pola dalam citra sehingga dapat mengurangi jumlah 

parameter saat membuat model (O’Shea & Nash, 2015). Asumsi terpenting tentang 

masalah yang diselesaikan oleh CNN seharusnya tidak memiliki fitur yang 

bergantung secara spasial. Dengan kata lain, misalnya dalam sebuah aplikasi 

deteksi wajah, tidak perlu memperhatikan letak wajah di dalam citra (Albawi dkk., 

2017). Berikut ini dijelaskan tahapan CNN. 
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2.1.1. Konvolusi 

Konvolusi merupakan salah satu tahap yang sangat penting pada arsitektur 

CNN (Suyanto, 2018). Konvolusi  adalah  suatu  istilah  matematis  yang berarti  

mengaplikasikan  sebuah  fungsi  pada output fungsi   lain   secara   berulang.   

Dalam   pengolahan citra,   konvolusi   berarti   mengaplikasikan   sebuah 

kernel/filters pada seluruh bagian citra sehingga menghasilkan keluaran berupa fitur 

map (Eka Putra, 2016). Pada Gambar 2.2 mengilustrasikan bagaimana operasi 

konvolusi menggunakan kernel berukuran 3 × 3 pada input citra 9 × 9. Persamaan 

untuk konvolusi ditunjukkan pada Persamaan (2.1). 

  

𝑆(𝑖, 𝑗) = (𝐼 ∗ 𝐾)(𝑖, 𝑗) = ∑∑𝐼(𝑎, 𝑏)𝐾(𝑖 − 𝑎, 𝑗 − 𝑏)

𝑏𝑎

 (2.1) 

  

Hasil operasi konvolusi dengan kernel 3×3 akan berkurang satu piksel untuk 

masin-masing sisi dari ukuran inputnya. Jika digunakan kernel ukuran 5×5 maka 

akan berkurang sebanyak 2 piksel pada masing-masing sisi, dan seterusnya untuk 

ukuran-ukuran lain. Agar didapatkan hasil dengan ukuran yang sama dengan input, 

salah satu cara yang dapat digunakan adalah dengan menggunakan zero padding 

pada input. Untuk kasus kernel 3×3 maka dapat ditambahkan masing-masing satu 

piksel pada setiap sisi input, dengan nilai piksel pada padding ini adalah nol 

(Santosa & Umam, 2018). 

 

Gambar 2. 2. Ilustrasi Konvolusi 
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2.1.2. Pooling 

Pooling layer berfungsi menjaga ukuran data setelah proses convolution dengan 

melakukan down sampling (pereduksian sampel), yaitu mengambil feature map 

dengan ukuran lebih besar dan menyusutkannya ke feature map berukuran lebih 

rendah. Dengan pooling data direpresentasikan kedalam bentuk yang lebih kecil, 

sehingga dapat mereduksi waktu komputasi dan mengatasi overfitting (Suyanto, 

2018).  

Ada berbagai jenis teknik yang digunakan pada pooling layers seperti max 

pooling, min pooling, average pooling, gated pooling, tree pooling, dan lain-lain. 

Max pooling adalah teknik penyatuan yang paling populer dan paling banyak 

digunakan. Max pooling bekerja dengan mempartisikan citra ke sub-wilayah 

persegi, dan hanya mengembalikan nilai maksimum dari dalam sub-wilayah itu 

seperti pada Gambar 2.3. Salah satu ukuran filter paling umum yang digunakan 

dalam max-pooling adalah 2x2 (Gosh dkk, 2020). 

 

Gambar 2. 3. Ilustrasi Proses Max Pooling dan Average Pooling 

2.1.3. Flatten 

Flatten merupakan metode untuk mengubah data matriks hasil dari Pooling 

Layers n-dimensi menjadi 1-dimensi. Flatten ini digunakan setelah output proses 

akhir dari ekstraksi fitur. Output dalam bentuk matriks n-dimensi akan diubah 

menjadi 1-dimensi untuk dilakukan klasifikasi pada fully connected layer. 
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Gambar 2. 4. Ilustrasi proses Flattening dari hasil pooling pada Feature Map 

2.1.4. Dropout 

Dropout adalah salah satu pendekatan yang paling banyak digunakan untuk 

regularisasi. Metode ini secara acak melakukan drop neuron pada jaringan selama 

proses training. Dengan melakukan drop pada beberapa neuron, kemampuan dari 

feature selection (seleksi fitur) dapat di distribusikan ke semua neuron secara 

merata dan secara langsung memaksa model untuk mempelajari beberapa fitur 

independen.  

Dengan melakukan drop pada neuron, berarti neuron yang didrop tidak akan 

mengambil bagian dalam propagasi maju atau propagasi mundur selama proses 

training. Tetapi dalam kasus proses pengujian, jaringan skala penuh digunakan 

untuk melakukan prediksi. Pada Gambar 2.5 ditunjukkan gambaran cara kerja 

dropout pada arsitektur CNN saat proses training berlangsung (Gosh dkk, 2020). 

Dropout merupakan salah satu usaha untuk mencegah terjadinya overfitting dan 

juga mempercepat proses learning (Santoso & Ariyanto, 2018). 
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Gambar 2. 5. Ilustrasi proses training yang berbeda antara (a) jaringan syaraf biasa 

dan (b) jaringan syaraf dengan metode dropout. 

2.1.5. Rectifier Linear Unit (ReLU) 

Rectifier Linear Unit (ReLU) adalah fungsi aktivasi yang paling umum 

digunakan di jaringan neural network. ReLU digunakan untuk mengubah semua 

nilai input menjadi bilangan positif. Keuntungan dari ReLU adalah membutuhkan 

beban komputasi yang sangat minimal dibandingkan dengan yang lain (Ghosh dkk., 

2019). Representasi matematis dari ReLU terlihat pada Persamaan 2.2. 

𝑅𝑒𝐿𝑈(𝑥) = max{0, 𝑥} (2.2) 

  

 

Gambar 2. 6. Kurva fungsi aktivasi ReLU 
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2.1.6. Fully Connected Layer  

Fully Connected Layer atau Dense Layer merupakan layer atau lapisan paling 

akhir yang digunakan beberapa arsitektur CNN, di mana setiap neuron di dalam 

fully connected layer terhubung dengan setiap neuron dari layer sebelumnya. 

Lapisan terakhir dari fully connected layer digunakan sebagai lapisan keluaran 

(classifier) dari arsitektur CNN. Fully connected layer adalah jenis jaringan saraf 

tiruan umpan-maju (Artificial Neural Network) dan mengikuti multi-layer 

perceptron neural network tradisional (MLP).  

Fully connected layer mengambil masukan dari lapisan konvolusional atau 

pooling, yang berupa kumpulan metrik (peta fitur) dan metrik tersebut diratakan 

(dengan metode Flatten) untuk membuat vektor dan vektor ini kemudian 

dimasukkan ke dalam fully connected layer untuk menghasilkan hasil akhir (Gosh 

dkk, 2020).  

 

Gambar 2. 7. Ilustrasi Penerapan Fully connected 

2.2. Penyakit Daun Padi 

Tanaman padi dipengaruhi oleh berbagai jenis penyakit. Mereka dapat 

dikelompokkan dalam varietas yang berbeda seperti penyakit yang dipengaruhi 

oleh bakteri, penyakit yang disebabkan oleh virus, penyakit dan gangguan jamur 

(Premi dkk., 2019). Fokus penelitian ini adalah penyakit berikut ini. 

2.2.1. Bacterial Leaf Blight 

Penyakit disebabkan oleh bakteri Xanthomonas oryzae pv. oryzae (Xoo). 

Patogen ini dapat menginfeksi tanaman padi pada semua fase pertumbuhan 
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tanaman dari mulai persemaian sampai menjelang panen. Penyebab penyakit 

(patogen) menginfeksi tanaman padi pada bagian daun melalui luka daun atau 

lobang alami berupa stomata dan merusak klorofil daun. Hal tersebut menyebabkan 

menurunnya kemampuan tanaman untuk melakukan fotosintesis yang apabila 

terjadi pada tanaman muda mengakibatkan mati dan pada tanaman fase generatif 

mengakibatkan pengisian gabah menjadi kurang sempurna (Balai Besar Penelitian 

Tanaman Padi, 2015). 

• Bagian tanaman yang terpengaruh umumnya mengenai daun tanaman. 

• Bentuk gejalanya berupa luka memanjang di ujung daun, luka berukuran 

beberapa inci dengan warna luka kuning ke putih karena pengaruh bakteri. 

 

 

Gambar 2. 8. Daun padi yang terkena penyakit Bacterial Leaf Blight 

(archive.ics.uci.edu/ml/datasets/Rice+Leaf+Diseases) 

2.2.2. Brown Spot 

Hubungan antara terjadinya penyakit Brown Spot dengan ketersediaan unsur 

hara tanah sangat erat. Tanaman yang kurang sehat sangat mudah terserang 

penyakit ini. Pada kondisi tanah yang kekurangan terhadap zat unsur kalium 

penyakit bercak coklat dapat menimbulkan kerugian hasil 50 sampai 90 persen. 

Faktor lain yang berpengaruh adalah sistem drainase yang tidak baik, sehingga 

mengganggu terserapnya unsur-unsur hara (Herlisa, 2019). 

Gejala yang paling umum dari penyakit ini adalah adanya bercak berwarna 

coklat tua, berbentuk oval sampai bulat, berukuran sebesar biji wijen, pada 

permukaan daun, pada pelepah atau pada gabah. Gejala khas penyakit ini adalah 

adanya bercak coklat pada daun berbentuk oval yang merata di permukaan daun 

dengan titik tengah berwarna abu-abu atau putih. Titik abu-abu di tengah bercak 
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merupakan gejala khas penyakit bercak daun coklat pada permukaan daun. Bercak 

yang masih muda berwarna coklat gelap atau keunguan berbentuk bulat. Pada 

varietas yang peka panjang bercak dapat mencapai panjang 1 cm (Herlisa, 2019). 

• Bagian tanaman yang terpengaruh umumnya mengenai daun tanaman. 

• Bentuk gejala penyakit adalah bulat hingga lonjong dengan warna luka 

coklat kemerahan sampai coklat tua. 

 

 

Gambar 2. 9. Daun padi yang terkena penyakit Brown Spot 

 (archive.ics.uci.edu/ml/datasets/Rice+Leaf+Diseases) 

2.2.3. Leaf Smut 

Leaf Smut adalah penyakit jamur ringan dimana bintik-bintik hitam kecil timbul 

terutama di daun. Bintik atau pustula yang menonjol pecah dan melepaskan spora 

yang terbawa udara. Infeksi seringkali cukup berat untuk mematikan ujung daun 

(Texas Plant Disease Handbook, n.d. 2021). 

• Bagian tanaman yang terpengaruh umumnya mengenai daun tanaman. 

• Bentuk gejala penyakit berupa bintik-bintik kecil berserakan di seluruh daun 

dalam bentuk yang tidak seragam dengan warna luka coklat kemerahan. 

 

 

Gambar 2. 10. Daun padi yang terkena penyakit Leaf Smut 

 (archive.ics.uci.edu/ml/datasets/Rice+Leaf+Diseases) 
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2.3. Model Warna Citra Digital  

Citra digital adalah fungsi dua dimensi 𝑓(𝑥, 𝑦) yang merupakan proyeksi dari 

pemandangan 3-dimensi menjadi bidang proyeksi 2-dimensi, dimana 𝑥, 𝑦 

merepresentasikan lokasi elemen citra atau piksel dan mengandung nilai intensitas 

cahaya. Jika nilai 𝑥, 𝑦 dan intensitas diskrit, maka citra tersebut dikatakan citra 

digital. Secara matematis, citra digital adalah representasi matriks dari citra dua 

dimensi menggunakan sejumlah elemen sel titik yang terbatas, yang biasanya 

disebut piksel (elemen citra, atau pel) (Persamaan 2.3) (Tyagi, 2018).  

𝑓(𝑥, 𝑦) =  [

𝑓(0,0)

𝑓(1,0)
⋮

𝑓(𝑀 − 1,0)

𝑓(0,1)

𝑓(1,1)
⋮

𝑓(𝑀 − 1,1)

⋯
⋯
⋯
⋯

𝑓(0, 𝑁 − 1)

𝑓(1, 𝑁 − 1)
⋮

𝑓(𝑀 − 1,𝑁 − 1)

] (2.3) 

Setiap piksel diwakili oleh nilai numerik. Untuk citra skala abu-abu, satu nilai 

yang mewakili intensitas piksel (biasanya dalam rentang [0, 255]) sudah cukup. 

Untuk citra berwarna, tiga nilai (mewakili jumlah merah (R), hijau (G), dan biru 

(B)) disimpan. Jika suatu citra hanya memiliki dua intensitas, maka citra tersebut 

disebut citra biner (Tyagi, 2018). Jenis-jenis citra yang digunakan dijelaskan 

berikut ini. 

2.3.1. Grayscale 

Citra grayscale merupakan citra yang nilai intensitas pikselnya didasarkan pada 

derajat keabuan. Pada citra grayscale 8-bit, derajat warna hitam sampai dengan 

putih dibagi ke dalam 256 derajat keabuan di mana warna putih sempurna 

direpresentasikan dengan nilai 255 dan hitam sempurna dengan nilai 0 (Pamungkas, 

2017).  Rentang warna pada hitam dan putih sangat cocok digunakan untuk 

pengolahan file citra. Salah satu bentuk fungsinya digunakan dalam kedokteran (X-

ray). Hitam dan putih sebenarnya merupakan hasil rata-rata dari citra berwarna. 

Dengan demikian persamaannya dapat dituliskan pada Persamaan (2.4) 

(RD.Kusumanto, 2011). 
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𝐼𝑏𝑤(𝑥, 𝑦) =
𝐼𝑅(𝑥, 𝑦) + 𝐼𝐺(𝑥, 𝑦) + 𝐼𝐵(𝑥, 𝑦)

3
 (2.4) 

dimana 𝐼𝑅(𝑥, 𝑦)= nilai piksel merah titik (𝑥, 𝑦), 𝐼𝐺(𝑥, 𝑦)= nilai piksel hijau 

titik(𝑥, 𝑦),  𝐼𝐵(𝑥, 𝑦)= nilai piksel biru titik(𝑥, 𝑦), sedangkan 𝐼𝐵𝑊(𝑥, 𝑦) = nilai 

piksel hitam dan putih atau abu-abu titik (𝑥, 𝑦). 

 

Gambar 2. 11. Citra Digital Grayscale 

2.3.2. RGB 

Citra berwarna atau RGB (Red, Green, Blue). Pada citra berwarna ini masing-

masing piksel memiliki warna tertentu, warna tersebut adalah merah (Red), hijau 

(Green) dan biru (Blue).  Jika masing-masing warna memiliki range 0-255, maka 

totalnya adalah 2553 = 16.581.375 (16 K) variasi warna berbeda pada citra, 

dimana variasi warna ini cukup untuk citra apapun. Karena jumlah bit yang 

diperlukan untuk setiap piksel, citra tersebut juga disebut citra-bit warna. Citra 

berwarna ini terdiri dari tiga matriks yang mewakili nilai-nilai merah, hijau dan biru 

untuk setiap pikselnya, seperti yang ditunjukkan Gambar 2.12 (RD. Kusumanto, 

2011). 

 

Gambar 2. 12. Citra Digital RGB 
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2.3.3. HSV 

Selain model RGB terdapat juga model HSV dimana model ini terdapat 3 

komponen yaitu, hue, saturation, dan value. Hue adalah suatu ukuran panjang 

gelombang yang terdapat pada warna dominan yang diterima oleh penglihatan 

sedangkan, Saturation adalah ukuran banyaknya cahaya putih yang bercampur pada 

hue (Kusumanto dkk., 2011). 

2.4. Arsitektur Convolutional Neural Network 

Arsitektur CNN merupakan gabungan dari beberapa layer yang secara umum 

terdiri dari Convolutional Layer, Subsampling Layer (Pooling Layer), dan Fully 

Connected Layer (O’Shea & Nash, 2015). layer ini tersusun tanpa adanya aturan 

yang universal dan berbeda-beda tergantung dari dataset yang digunakan. Ada 

banyak arsitektur CNN yang telah didesain para ahli, yang pertama adalah LeNet 

(LeCun dkk., 1998) yang digunakan untuk membaca kode pos dan digit (Suyanto, 

2018), namun karena keterbatasan perangkat dan waktu komputasi yang tinggi 

maka arsitektur ini sempat dilupakan karena dianggap tidak efektif saat itu.  

Selanjutnya arsitektur CNN terus berkembang dan pada tahun 2012 muncullah 

AlexNet yang membuat arsitektur CNN kembali dilirik untuk aplikasi Computer 

Vision (Suyanto, 2018). Dari beberapa arsitektur yang didesain beberapa mengikuti 

kompetisi ImageNet Large Scale Visual Recognition Challenge (ILSVRC) yang 

menggunakan dataset ImageNet untuk melihat kinerja dari setiap arsitektur. 

Arsitektur dengan performa terbaik pada ILSVRC dapat digunakan untuk menjadi 

base model atau pre-trained network karena akurasi yang tinggi dan validation loss 

yang rendah. Beberapa arsitektur yang digunakan pada penelitian ini antara lain 

InceptionV3, ResNet50, VGG16, dan Xception. 

2.4.1. VGG16 

VGGNet merupakan arsitektur yang menunjukkan bahwa kedalaman jaringan 

merupakan komponen penting untuk menghasilkan performa yang tinggi. Salah 

satu jaringan VGGNet yang yang digunakan pada penelitian ini adalah VGG16 yang 

mana terdapat 13 jaringan konvolusional dan 3 jaringan fully connected. VGGNet 

menggunakan filter konvolusi 3x3 dan max-pooling 2x2 diikuti oleh tiga lapisan 
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Tersambung Penuh (fully connected), dua yang pertama memiliki masing-masing 

4096 saluran, yang ketiga berfungsi Klasifikasi ILSVRC 1000 arah dan karenanya 

berisi 1000 saluran (satu untuk setiap kelas) (Simonyan & Zisserman, 2015). 

VGGNet memiliki 138-140 juta parameter sehingga membutuhkan banyak memori.  

 

Gambar 2. 13. Arsitektur VGG16 

2.4.2. ResNet50 

ResNet atau residual network  memiliki perbedaan dari beberapa arsitektur yang 

berfokus pada kedalaman, ResNet mempunyai ciri khusus yaitu menggunakan 

koneksi pintasan (shortcut connections) dan tidak menggunakan fully connected 

layers di bagian akhir (He dkk., 2016).  

 

Gambar 2. 14. Arsitektur ResNet50 

2.4.3. InceptionV3 

Inception-v3 adalah model pengenalan citra yang banyak digunakan yang 

memiliki ukuran input citra 299 x 299. Model yang dihasilkan arsitektur ini telah 

terbukti mencapai akurasi lebih dari 78,1% pada dataset ImageNet. Arsitektur ini 

adalah arsitektur jaringan neural konvolusional dari keluarga Inception yang 

membuat beberapa peningkatan dari versi sebelumnya termasuk menggunakan 

label Smoothing, konvolusi Difaktorkan 7 x 7, dan penggunaan auxiliary classifier 

untuk menyebarkan informasi label ke bagian bawah jaringan (bersama dengan 

penggunaan batch normalization) (Szegedy dkk., 2016). 
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Gambar 2. 15. Arsitektur InceptionV3 

2.4.4. Xception 

Xception adalah adaptasi dari Inception yang dimana modul Inception telah 

diganti dengan konvolusi yang dapat dipisahkan secara mendalam. Singkatnya, 

arsitektur Xception adalah tumpukan linier dari lapisan konvolusi terpisah yang 

dapat dipisahkan dengan koneksi residual. Hal ini membuat arsitektur sangat mudah 

untuk didefinisikan dan dimodifikasi. Nama Xception merupakan singkatan dari 

"Extreme Inception" dan juga memiliki input citra yang sama dengan arsitektur 

Inception yaitu 299 x 299. (Chollet, 2017). 
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Gambar 2. 16. Arsitektur Xception 

2.5. Transfer Learning 

Transfer learning adalah metode menggunakan atau memanfaatkan kembali 

model atau pengetahuan yang telah dipelajari sebelumnya untuk peningkatan 

pembelajaran untuk tugas yang lebih baru dan berkaitan (Bali & Ghosh, 2018). 

Selain memberikan kemampuan untuk menggunakan kembali model yang sudah 

dibangun, transfer learning dapat membantu mempelajari tugas target dengan cara 

berikut: 

a. Peningkatan kinerja dasar: dengen menambah pengetahuan dari isolated 

learner (juga dikenal ignored learner) dengan pengetahuan dari model sumber 

atau model yang telah dilatih , kinerja dasar mungkin akan meningkat dengan 

menerapkan transfer learning. 

b. Waktu pengembangan model: Memanfaatkan pengetahuan dari model sumber 

mungkin juga membantu dalam mempelajari tugas target secara penuh, 

dibandingkan dengan model target yang belajar dari awal. Hal ini menghasilkan 

peningkatan dalam keseluruhan waktu yang dibutuhkan untuk mengembangkan 

/ mempelajari model.  

c. Peningkatan kinerja akhir: Kinerja akhir yang lebih tinggi dapat dicapai dengan 

memanfaatkan transfer learning. 
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Gambar 2. 17. Ilustrasi proses learning yang berbeda antara (a) machine learning 

tradisional dan (b) transfer learning. 

Secara formal transfer learning didefinisikan berikut ini. Sebuah domain 𝐷, 

didefinisikan sebagai dua komponen yang terdiri dari ruang fitur 𝒳, dan 

probabilitas marginal𝑃(𝛸), di mana 𝛸 adalah titik data sampel. Di sini, 𝛸 =

{𝑥1, 𝑥2, . . . . 𝑥𝑛} dengan 𝑥𝑖𝜖𝒳. Jadi domain tersebut direpsentasikan secara 

matematis sebagai Persamaan (2.5) (Pan & Yang, 2010). 

𝐷 =  {𝒳, 𝑃(𝛸)} (2.5) 

Sebuah tugas 𝑇, di sisi lain, dapat didefinisikan sebagai dua komponen yang 

terdiri dari ruang label Υ, dan fungsi objektif 𝜂. Fungsi objektif juga dapat 

dilambangkan sebagai 𝑃(Υ|𝛸) dari sudut pandang probabilistik menjadi 

Persamaan (2.6) (Pan & Yang, 2010).  

𝑇 = {Υ, 𝑃(Υ|𝛸)} = {Υ, 𝜂} (2.6) 

Diberikan source domain 𝐷𝑠 dan learning task 𝑇𝑠, target domain𝐷𝑡 dan 

target task 𝑇𝑡, transfer learning ditujukan untuk meningkatkan kemampuan 

pembelajaran dari predictive function atau target task pada 𝐷𝑡 menggunakan 

knowledge/pengetahuan dari 𝐷𝑠dan 𝑇𝑠, dengan kondisi 𝐷𝑠 ≠ 𝐷𝑡 atau 𝑇𝑠 ≠ 𝑇𝑡 

(Pan & Yang, 2010). 

Skenario umum yang melibatkan transfer learning berdasarkan definisi 

sebelumnya adalah:  
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a. 𝑋𝑠 ≠ 𝑋𝑡 . Ruang fitur dari domain sumber dan target berbeda, misalnya 

dokumen tersebut ditulis dalam dua bahasa yang berbeda. Dalam konteks 

pemrosesan bahasa alami, hal ini umumnya disebut sebagai adaptasi lintas 

bahasa.  

b. 𝑃(𝑋𝑠) ≠ 𝑃(𝑋𝑡) . Distribusi probabilitas marjinal dari domain sumber dan 

target berbeda, misalnya dokumen membahas topik yang berbeda. Skenario ini 

umumnya dikenal sebagai adaptasi domain.  

c. 𝑌𝑠 ≠ 𝑌𝑡 . Ruang label antara dua tugas berbeda, misalnya dokumen perlu 

diberi label yang berbeda dalam tugas target. Dalam praktiknya, skenario ini 

biasanya terjadi dengan skenario 4, karena sangat jarang dua tugas berbeda 

memiliki ruang label yang berbeda, tetapi distribusi probabilitas bersyarat yang 

persis sama.  

d. 𝑃(𝑌𝑠|𝑋𝑠) ≠ 𝑃(𝑌𝑡|𝑋𝑡) . Distribusi probabilitas bersyarat dari tugas sumber 

dan target berbeda, misalnya dokumen sumber dan target tidak seimbang 

sehubungan dengan kelas mereka.  

2.6. Multi-Channel CNN 

Arsitektur Multi-Channel CNN yang digunakan, menggunakan dua channel 

(double-channel) dan tiga channel (three channel) input model convolutional 

network yang merupakan penyempurnaan dari model CNN tradisional yang saat ini 

telah diaplikasikan pada perbandingan citra, seperti analisis sidik jari, analisis citra 

medis, pengenalan wajah, dan lain-lain (Jiang dkk., 2019). Jaringan dua cabang 

memungkinkan patch1 dan patch2 untuk mengekstrak vektor fitur melalui dua 

jaringan, selanjutnya loss function diterapkan pada dua vektor fitur di lapisan 

terakhir dan network training digabungkan, sehingga meningkatkan presisi (Jiang 

dkk., 2019). 

Multi-channel CNN dalam hal ini double-channel CNN mewakili sebuah 

perbaikan berdasarkan jaringan dua cabang. Fitur-fitur digabungkan dalam fully 

connected layer pada CNN, yang merupakan pendekatan yang berbeda dari 

perbandingan fitur dari Jaringan dua cabang. CNN saluran ganda digunakan untuk 

target recognition dan klasifikasi citra dengan intensitas berbeda. double-channel 

CNN, dua jaringan saraf berada sepenuhnya independen. Bobot convolution layer 
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dan pooling layer juga independen. Dalam fully connected layer, fitur digabungkan 

dan loss function klasifikasi diturunkan berdasarkan fitur gabungan citra RGB dan 

citra Gray Scale untuk dua arus dan ditambahkan model warna HSV untuk tiga arus 

multi-channel CNN. Alur prosesnya terlihat seperti pada Gambar 2.18 (Jiang dkk., 

2019). 

 

Gambar 2. 18. Arsitektur Multi-channel Convolutional Neural Network. 

Lapisan yang sepenuhnya terhubung mengubah semua peta fitur dua dimensi 

(2D) menjadi input untuk jaringan satu dimensi (1D) yang terhubung sepenuhnya. 

Saat memasukkan peta fitur 2D terakhir ke dalam jaringan 1D, metode yang paling 

mudah adalah menggabungkan semua peta fitur keluaran ke dalam vektor input 

panjang, seperti yang ditunjukkan pada Persamaan (2.7). 

{

𝑢𝑙 → [𝑈1, 𝑈2, 𝑈3, . . . , 𝑈𝑖]

𝑣𝑙 → [𝑉1, 𝑉2, 𝑉3, . . . , 𝑉𝑖]

𝑤𝑙 → [𝑊1,𝑊,𝑊3, . . . , 𝑊𝑖]

 (2.7) 

  

Penggabungan [𝑈1, 𝑈2, 𝑈3, . . . , 𝑈𝑖], [𝑉1, 𝑉2, 𝑉3, . . . , 𝑉𝑖],dan 

[𝑊1,𝑊,𝑊3, . . . , 𝑊𝑖]adalah dinyatakan sebagai Persamaan (2.8): 

(𝑋, 𝑌) →

[
 
 
 
 
𝑈1, 𝑉1

𝑈2, 𝑉2

𝑈3, 𝑉3

⋯ ,⋯
𝑈𝑖, 𝑉𝑖

,𝑊1

,𝑊2

,𝑊3

, ⋯
,𝑊𝑖]
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Atau 

(𝑋, 𝑌) →  [𝑈1, 𝑈2, 𝑈3, . . . , 𝑈𝑖 , 𝑉1, 𝑉2, 𝑉3, . . . , 𝑉𝑖,𝑊1,𝑊,𝑊3, . . . ,𝑊𝑖]
𝑇 (2.8) 

Berdasarkan fully connected layer, hasil akhir dihitung dari vektor jumlah 

kelas dari data (num_classes_sized) sebagai [𝑌1, 𝑌2, 𝑌3, . . . , 𝑌𝑡]. Selanjutnya 

dilakukan klasifikasi softmax berdasarkan keluaran dan hasil prediksi seperti yang 

ditunjukkan pada Persamaan (2.9). 

𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑌𝑡) = 
exp(𝑌𝑡)

∑ exp(𝑌𝑡)
 (2.9) 

2.7. Augmentasi Data  

Augmentasi Data adalah teknik yang digunakan untuk menambah atau 

memperluas ukuran training dataset secara artifisial. Pada proses augmentasi 

diterapkan operasi yang berbeda pada sampel data (hanya pada training dataset) 

dan mengubahnya secara artifisial menjadi satu atau banyak sampel data baru (versi 

baru), yang kemudian digunakan dalam proses pelatihan atau training process. 

Augmentasi Data penting karena terkadang terdapat kumpulan data latih berukuran 

sangat terbatas yang tersedia untuk sebagian besar masalah kompleks kehidupan 

nyata (misalnya, kumpulan data medis) dan fakta sebenarnya adalah bahwa 

semakin banyak sampel data latih dapat menghasilkan model CNN yang lebih baik 

(Ghosh dkk., 2019).  
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Gambar 2. 19. Contoh Penerapan Augmentasi Data 

Ada beberapa operasi augmentasi data yang tersedia seperti cropping, 

rotations, flipping, translations, contrast adjustment, scaling, dan lain-lain seperti 

yang ditunjukkan pada Gambar 2.19. operasi tersebut dapat diterapkan secara 

terpisah atau dalam kombinasi untuk membuat beberapa versi baru dari satu sampel 

data. Alasan lain menggunakan metode ini adalah augmentasi data juga dapat 

memperkuat regularisasi dalam model CNN dengan menghindari masalah over-

fitting (Ghosh dkk., 2019). 

2.8. Evaluasi Kinerja Model 

2.8.1. Confusion Matrix 

Confusion matrix adalah suatu metode yang biasanya digunakan untuk 

melakukan perhitungan akurasi pada konsep data mining atau Sistem Pendukung 

Keputusan. Pada pengukuran kinerja menggunakan confusion matrix pada Tabel 

2.1, 𝑇𝑥 Menunjukkan jumlah prediksi data uji yang benar atau sama dengan kelas 

aktual dan 𝐹𝑥|𝑦 Menunjukkan jumlah dari data uji yang diprediksikan salah atau 

berbeda dengan kelas aktual dari data uji. 
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Tabel 2. 1. Confusion matrix 

ACTUAL 

Class 

PREDICTED Class 

Classes Leaf Smut Brown Spot Bacterial Leaf Blight 

Leaf Smut 𝑇𝐿𝑆 𝐹𝐵𝑆|𝐿𝑆 𝐹𝐵𝐵|𝐿𝑆 

Brown Spot 𝐹𝐿𝑆|𝐵𝑆 𝑇𝐵𝑆 𝐹𝐵𝐵|𝐵𝑆 

Bactrial Leaf Blight 𝐹𝐿𝑆|𝐵𝐵 𝐹𝐵𝑆|𝐵𝐵 𝑇𝐵𝐵 

2.8.2. Presisi 

Presisi (precision) merupakan rasio prediksi benar positif (TP) dibandingkan 

dengan keseluruhan hasil yang diprediksi positif. Berdasarakan confusion matrix 

yang digunakan rumus dari presisi pada penelitian ini dinyatakan pada Persamaan 

(2.10). 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑥 =
𝑇𝑥

𝑇𝑥 + ∑ 𝐹𝑦|𝑥𝑦
 (2.10) 

2.8.3. Recall 

Recall atau rasio TP adalah ukuran untuk berapa banyak TP yang diprediksi 

dari semua positif dalam kumpulan data, kadang juga disebut kepekaan 

(sensitivity). Rumus recall pada penelitian ini dapat dituliskan seperti pada 

Persamaan (2.11). 

𝑅𝑒𝑐𝑎𝑙𝑙𝑥 =
𝑇𝑥

𝑇𝑥 + ∑ 𝐹𝑥|𝑦𝑦
=

𝑇𝑥

𝑁𝑥
 (2.11) 

2.8.4. Akurasi dan Validasi Akurasi 

Akurasi digunakan untuk mengukur kinerja algoritma dengan cara yang dapat 

ditafsirkan. Akurasi suatu model biasanya ditentukan dalam bentuk persentase. 

Akurasi adalah ukuran seberapa akurat prediksi model dibandingkan dengan data 
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sebenarnya dan Akurasi dihitung berdasarkan data latih. Rumus untuk akurasi pada 

penelitian ini ditunjukkan pada Persamaan (2.12). 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
∑ 𝑇𝑥𝑥

∑ 𝑇𝑥𝑥 + ∑ ∑ 𝐹𝑥|𝑦𝑦𝑥
=

∑ 𝑇𝑥𝑥

𝑁
 (2.12) 

Sedangkan validasi akurasi dihitung berdasarkan data validasi. Yang terbaik 

adalah mengandalkan validasi akurasi dari kinerja model, karena neural network 

yang baik pada akhirnya akan menyesuaikan data latih pada 100%, tetapi akan 

berkinerja buruk pada data yang baru ditemuinya.  

2.8.5. F1-Score 

F1-Score atau Skor F1 adalah skor 𝐹 yang paling umum digunakan. Ini adalah 

kombinasi presisi dan recall, yaitu rata-rata harmoniknya. F1-Score dapat dihitung 

melalui Persamaan (2.13). 

𝐹1 = 2 ∙
𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∙ 𝑟𝑒𝑐𝑎𝑙𝑙

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑟𝑒𝑐𝑎𝑙𝑙
 (2.13) 

2.8.6. Loss Function  

Loss function digunakan untuk mengoptimalkan algoritma machine learning. 

Loss function dihitung berdasarkan data latih dan data validasi serta interpretasinya 

didasarkan pada seberapa baik kinerja model dalam dua set ini. Loss function adalah 

jumlah kesalahan yang dibuat untuk setiap contoh dalam set training atau validasi. 

Nilai kerugian(loss).  menyiratkan seberapa buruk atau baiknya suatu model 

diterapkan pada setiap iterasi optimasi. 

Dalam deep learning, loss adalah nilai yang coba diminimalkan oleh Neural 

Network. Itulah bagaimana Neural Network belajar  dengan menyesuaikan bobot 

dan bias dengan cara mengurangi loss. Training loss dan Validation loss berbeda 

karena training loss diterapkan pada data latih sedangkan validation loss diterapkan 

pada testing. Dengan demikian, validation loss adalah indikasi yang baik tentang 

bagaimana kinerja model pada data yang baru dikenali. 
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2.8.7. Kurva AUC-ROC 

Kurva ROC adalah pengukuran kinerja untuk masalah klasifikasi pada berbagai 

pengaturan ambang batas. Receiver Operator Characteristic (ROC) adalah kurva 

probabilitas dan Area Under the Curve (AUC) adalah ukuran yang digunakan 

sebagai ringkasan dari kurva ROC. Kurva ROC memperlihatkan seberapa besar 

model mampu membedakan antar kelas. Semakin tinggi AUC, semakin baik model 

dalam memprediksi 0 sebagai 0 dan 1 sebagai 1. Dengan analogi, semakin tinggi 

AUC, semakin baik model dalam membedakan antara pasien dengan penyakit dan 

tidak ada penyakit (Narkhede, 2018).  

 

Gambar 2. 20. Kurva AUC - ROC 

Kurva ROC diplotkan dengan True Positive Rate (TPR) terhadap False 

Positive Rate (FPR) dimana TPR berada pada sumbu 𝑦 dan FPR pada sumbu 𝑥 

seperti yang terlihat pada Gambar 2.20. 

  

AUC 


